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PARALELIZACIJA ALGORITAMA ZA DIGITALNU OBRADU SLIKE KORIŠĆENIH U BIOMEDICINI NA NVIDIA CUDA PLATFORMI
PARALLELIZATION OF ALGORITHMS USED IN BIOMEDICAL IMAGE PROCESSING ON NVIDIA CUDA PLATFORM
Miloš Jovanović, TehnoCAD, Beograd
Sadržaj - Rad se bavi paralelizacijom algoritama koji se koriste u biomedicini za obradu slika dobijenih u automatizovanom procesu, sa elektronskih mikroskopa. U obradi slike, sa stanovišta performansi, najkritičnije su morforloške operacije Watershed i RollingBall (Open Top-Hat transformacija sa specifičnim strukturnim elementom), te se rad prvashodno odnosi na njihovu paralelizaciju. Kao platforma se koristi nvidia CUDA (Compute Unified Device Architecture), koja je C/C++ programska biblioteka. Cilj je procena poboljšanja performansi korišćenjem multi-procesorske arhitekture grafičkog hardvera na računarima opšte namene.
Abstract - This paper presents the parallelization of algorithms that are used in biomedicine for the processing of electronic microscope images (obtained in automated process). From the aspect of performance, crutial morphological operations in image processing are Watershed and RollingBall (Open Top-Hat transformation with specific structural element), and the paper mainly focuses on parallelization of these two operations. Nvidia CUDA (Compute Unified Device Architecture), the C/C++ library, is used as a platform. The goal is the assessment of performance gain possibilities with the use of multi-processing architecture of the graphic hardware on consumer PCs.
1. UVOD
Ubotrebljivost algoritama za digitalnu obradu slike u biomedicini bila je evidentna mnogo pre početka masovne proizvodnje i korišćenja računara. Težnja je svakako uvek bila ubrzanje i automatizacija kompletnog procesa – u zavisnosti od primene same tehnike su se razlikovale, ali je efikasnost obrade uvek bila povezana sa kvalitetnom kvantifikacijom informacija koje su sadržaj slike, kao i sa obučavanjem sistema da numeričke vrednosti adekvatno interpretira. 
Digitalizacija je zahvatila gotovo sve oblasti biomedicine, što je, naravno, rezultovalo razvojem velikog broja algoritama za obradu, na raznim platformama. Uzimajući u obzir količine podataka koje se procesiraju, može se zaključiti da će potreba za povećanjem brzine procesiranja biti još dugo prisutna. Kako su u poslednje vreme postali aktuelni sistemi sa većim brojem procesora, kao i mreže sa visokim protocima, jedan od načina ubrzanja obrade je i njena paralelizacija.
Mnogi koraci u obradi slike ponavljaju se u više primena. Ipak, analiza svakog od njih bio bi previše ambiciozan poduhvat, te je u ovom radu akcenat stavljen na digitalnu obradu slika u procesu otkrivanja lekova. Ovaj slučaj reprezentativan je jer su transformacije koje se u njemu koriste zastupljene u skoro svim ostalim slučajevima, a među njima (transformacijama) ima i onih koje su najkritičnije sa stanovišta performansi.
2. CUDA PLATFORMA

Nakon skorašnje promene filozofije u izradi procesora opšte namene, i prelaska sa povećanja radnih taktova na povećanje broja jezgara, problem paralelizacije postaje još aktuelniji. Ako se ode korak dalje, da se primetiti da se pored glavnog procesora kompleksna izračunavanja mogu vršiti i na grafičkom hardveru. Radni taktovi reda gigaherca, količina memorije na samoj kartici, koja trenutno prevazilazi 1 GB, i u proseku više od 100 procesora (GeForce GTX 280 ima 240 procesora, dok Tesla S1070 ima 960 procesora) unutar samog čipa, kao i sama arhitektura koja je više naklonjena numeričkom procesiranju ogromne količine podataka, čini grafički hardver idealnom platformom za digitalnu obradu signala (u ovom slučaju slike). Po postojećim podacima [9], propusna moć jedne grafičke kartice, a treba napomenuti da ih može biti i do četiri, ide i do preko 100 GB/s, što je preko 10 puta više od propusne moći najbržeg procesora opšte namene. Broj operacija sa pokretnim zarezom nije ništa manje impresivan i ide gotovo do hiljadu milijardi operacija, što je, opet, oko 8 do 10 puta više nego kod najbržeg proce-sora opšte namene.
Ipak, grafički hardver projektovan je za prikazivanje slike na ekranu; njegove funkcije su i iscrtavanje kompleksnih 3D scena pri modeliranju, pravljenju animacija, projektovanju u arhitekturi, i u kompjuterskim igrama. Dakle, ništa od fenomenalnih hardverskih mogućnosti ne bi mnogo značilo u drugim, računski intenzivnim aplikacijama, kao što su one koje se koriste u oblasti meteorologije, hidrodinamike, za obradu signala, strukturalnu analizu u mašinstvu i dr, jer nije postojao način da se programski kontrolišu resursi grafičkog hardvera za računanja čiji krajnji razultat ne bi bila slika na ekranu.

Kompanija Nvidia je u novijim generacijama svojih kartica omugućila i korišćenje grafičkog hardvera kao procesora opšte namene sa velikim brojem jezgara. Platforma nosi naziv CUDA (Compute unified Device Architecture) i predstavlja proširenja za jezik C/C++.
3. PROCES OBRADE
[image: image1.png]


Slike koje se koriste u istraživanjima medikamenata do-bijaju se u automatizovanom procesu sa elektronskih mikroskopa. Rezolucije ovih slika se kreću od 4 megapiksela (2048 x 2048), pa sve do 25 megapiksela (5120 x 5120), u zavisnosti od veličine objekta koji se slika (jedan piksel je uvek 5μm). Postoji samo jedan kanal sivih tonova širine 16 bita. Cilj obrade ovakvih slika je „merenje“ belih površina (jedara ćelija), odnosno vezivanje numeričkih parametara od interesa za dalju analizu, kao što su površina, obim, ovalnost i dr, za svaku od njih. Tehnički gledano najbitnije je izvršiti tačnu segmentaciju slike (u ovom slučaju se segmentacija poklapa sa izdvajanjem ivica oko ćelija, gde je svaka ćelija zaseban segment, a pozadina još jedan segment za sebe), i izdvojiti (obeležiti) svaku ćeliju jedinstvenom oznakom, nakon čega je jednostavno dodeljivati numerička svojstva.
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Obzirom da se značajne komponente histograma ovakve slike nalaze u uskom opsegu, na prvi pogled se čini da bi segmentacija bila krajnje jednostavan zadatak. Ipak, klasično izdvajanje ivica gradijentnim ili kompas operatorima nije moguće zbog neprijatne činjenice da se neke ćelije dodiruju ili čak delimično preklapaju, a ni na koji način nije moguće napraviti razliku između njih na osnovu intenziteta boje. Umesto toga koriste se morfološka operacija za segmentaciju slike watershed. Iako veoma moćna, watershed transformacija je i računski veoma zahtevna operacija, a pritom i jako nezahvalna za paralelizaciju u konkretnom slučaju. Zato se ona ovde koristi isključivo za deljenje spojenih ćelija, dok se razdvajanje ćelija od pozadine vrši pomoću upoređivanja vrednosti intenziteta sive sa unapred definisanim pragovima (izdavajanja opsega u histogramu).
Stvari se dodatno komplikuju činjenicom da slika poseduje neravnomerno pozadinsko osvetljenje, pa je pre same segmentacije potrebno izvršiti neutralisanje pozadine. U tu svrhu koristi se operacija morfološkog otvaranja cilindra (open top-hat), koja je računski ekstremno zahtevna. Ova transformacija, kada se koristi u biomedicini, u literaturi je poznata i kao kotrljajuća lopta (Rolling Ball [1]), jer se za strukturni element usvaja polulopta prečnika dovoljno velikog da sve ćelije imaju manju površinu od površine njenog najvećeg poprečnog preseka.
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 Na kraju, po kompletiranju segmentacije svakoj ćeliji se dodeljuje jedinstvena "etiketa", čime su ona i njen položaj na slici jedinstveno indentifikovani. 
4. IMPLEMENTACIJA
Paralelizacija prvog koraka, odnosno Rolling Ball algo-ritma, dosta je jednostavna, i u principu se svodi na podelu slike na regione istih dimenzija, koji se paralelno obrađuju. Treba ipak uzeti u obzir nekoliko stvari. Proračun se vrši za svaki piksel pojedinačno, a na rezultat utiču svi pikseli iz okoline koji su zahvaćeni strukturnim elementom. Ali, pikseli koji se proveravaju su sa polazne slike – algoritam neće imati rekurzivnu prirodu, već će vršiti direktno preslikavanje.

Arhitektura CUDA platforme je takva da grupiše niti izvršavanja u blokove (maksimalno 512 niti po bloku, blok može biti trodimenzionalan), gde se one istovremeno izvršavaju. U praksi je bitno da broj niti unutar bloka bude deljiv sa 64, radi što boljih performansi, pa se najčešće kreira blok sa 256 niti, dimenzija 16x16. Program može da poziva više blokova (maksimalni broj blokova je dovoljno veliki), ali tako da redosled izvršavanja blokova ne sme da bude važan. Niti unutar istog bloka imaju pristup istoj deljenoj memoriji, i postoji niz ubrzanja ako niti istog bloka vrše čitanje iz susednih memorijskih lokacija [9]. Dobijanje na perfo-rmansama upravo leži u adekvatnom raspoređivanju niti u odnosu na piksele slike.

Sam algoritam neće ovde biti detaljno analiziran, jer se može naći u ranije objavljenim radovima [1], [3], [4]. Ukratko, strukturni element se translira od prvog do poslednjeg piksela. Za svaki piksel se traži maksimalna visina polulopte, tako da se ona nalazi ispod signala. Ova operacija se obavlja iterativno za svaki piksel strukturnog elementa. Nakon što se polulopta pozicionira na z osi, za svaki piksel zahvaćen strukturnim elementom traži se maksimalna visina koju je tačka na polulopti dostigla. 

Izvođenje ovih operacija u paraleli bi izazvalo više problema nego što bi bio dobitak u performansama zbog očiglednog problema konkurentnosti susednih niti, koje bi istovremeno pokušavale upis u istu memorijsku lokaciju (svaki piksel se oslanja na vrednosti piksela iz okoline). Zbog ovoga se zarad najboljih performansi pristupa podeli regiona tako da je za proračun svakog piksela zadužena jedna nit, dok se pozicioniranje polulopte i traženje maksimalnih vrednosti za svaki piksel obavlja iterativno, unutar same niti.
Ovakvim pristupom i dalje nije rešena situacija u kojoj susedne niti (niti kod kojih postoji preklapanje uticaja strukturnih elemenata nad istim domenom piksela ulazne slike) pokušavaju čitanje i, u slučaju da je nova vrednost veća od prethodne, upis u istu memorijsku lokaciju. Da ne bi bilo zabune, CUDA platforma obezbeđuje atomičnost ovakve operacije od verzije 1.1 (koja je podržana na gotovo svim grafičkim kartama), ali je treba maksimalno izbegavati zbog velikog pada performansi.

Ukoliko bi niti rasporedili tako da dve susedne unutar istog bloka pristupaju ne dvoma susednim pikselima, već pikselima koji su na rastojanju širine (odnosno dužine) stru-kturnog elementa (sx i sy na slici 3.), do konkurentnog pristupa memoriji bi dolazilo samo ukoliko dva bloka pokušavaju da pristupe istim memorijskim lokacijama, što je, ako uzmemo u obzir broj blokova koji se istovremeno izvršavaju, zanemarljivo sa stanovišta performansi.
Treba naglasiti i da se ulazna slika smanjuje 16 ili 64 puta pre obrade, jer se smatra da je gubitak kvaliteta, obzirom na prirodu pozadine zanemarljiv, a ubrzanje značajno. U takvim uslovima veličina strukturnog elementa nikada ne prelazi dimenzije 16 x 16 piksela, pa se njegova veličina unapred fiksira na 16 x 16, vrednosti se proračunaju pre početka obrade, jednim blokom veličine 16 x 16, gde svaka nit proračunava visinu jedne tačke na polulopti. Dobijene vrednosti se zatim prebacuju u keš (kao konstante vrednosti), čime dobijamo dodatno ubrzanje. Ukoliko su dimenzije polulopte manje od 16 x 16, strukturni element se popunjava najnegativnijim mogućim vrednostima (u konkretnom slučaju ta vrednost je -215). Isto se radi i sa slikom, koja se dopunjava crnim pikselima, kako bi njene dimenzije bile stepen broja 2. 
Posle ovakve podele vidi se da poslednji piksel na koji deluje prvi blok ima koordinate [255, 255], pa je broj blokova (dimenzija mreže) određen dimenzijama slike i to kao:

dim(G)(x,y,z) = (širina_slike/256, visina_slike/256, 256)

Poslednja vrednost je uslovljena unapred definisanom veličinom strukturnog elementa (16 x 16).

Sledeći korak je znatno manje zahtevan, slika se deli na regione 16 x 16 piksela, susedne niti unutar bloka pristupaju susednim pikselima i rezultat obrade je binarna slika u kojoj bela boja predstavlja ćeliju, a crna pozadinu. Poređenje se vrši sa gornjim i donjim pragom, koji su određeni na osnovu poznatih parametara. Dimenzije mreže blokova su:

dim(G)(x,y) = (širina_slike/16, visina_slike/16)
Binarna slika dobijena u prethodnom koraku je osnova za Watershed transformaciju. Koliko će se ova transformacija izvršavati dosta zavisi od sadržaja slike (za razliku od, na primer, Rolling Ball-a, koji se izvršava isto bez obzira na sadržaj slike), pa je ovako transoformisana slika (više od 95% slike je crna pozadina) mnogo pogodnija za efikasnu obradu. Ovaj deo se sastoji od nekoliko koraka; u prvom se vrši transoformacija za određivanje rastojanja između centara jedara Euklidovskom metrikom (Euclidan Distance Map - EDM), nakon toga se vrši filtriranje slike, i na kraju se obavlja Watershed transformacija [5]. Seciranjem same transformacije može se utvrditi da gotovo 80% izvršavanja odlazi na formiranje histograma (opet operacija koja ne zavisi od sadržaja slike). Efikasna implementacija kreiranja histograma na CUDA platformi opisana je u radu V. Podlozhnyuka [10]. 
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Postavlja se pitanje da li je nakon vrlo efikasne paralelizacije operacije na koju odlazi oko 75% procesorskog vremena uopšte potrebno paralelizovati ostale delove. EDM je dosta nezgodan za transformaciju na velikom broju procesora, jer spajanje paralelno obrađenih delova može biti zanemarljivo malo u odnosu na serijsko izvršavanje cele transformacije. Filtriranje, kao i bilo koja transformacija slike koja se vrši pomoću konvolucije (pogotovo ako se radi o separabilnoj sekvenci), obavlja dosta brzo [11].
Uzevši sve u obzir, najbolje performanse se dobijaju ako paralelizujemo samo izračunavanje histograma, dok je za ostale delove moguće eventualno istovremeno izvršavanje za nekoliko različitih slika (broj slika koje se istovremeno mogu procesirati zavisi samo od količine raspoložive memorije na grafičkoj karti).
Kako su slike jako visokih rezolucija treba reći i par reči o iskorišćenju memorije na grafičkim karticama. Da bi se uopšte vršila obrada potrebno je alocirati memoriju na samoj kartici i iskopirati vrednosti iz glavne memorije, i po završetku obrade te podatke vratiti u glavnu memoriju. U tu svrhu je potrebno izdvojiti oko 1.5ms po megabajtu podataka. U suštini, za svaku sliku  dovoljno je alocirati tri puta njenu veličinu (ulazni niz, privremeni niz i izlazni niz). Kako se procesiranje najefikasnije obavlja na 32-bitnim podacima, treba težiti ka spajanju dve slike, gde bi niža dva bajta svake 32-bitne reči predstavljale piksel jedne slike, a viša dva bajta piksel druge slike. Uparivanjem slika istih veličina, na primer 4096 x 4096 x 16 potrebno je 192 MB po paru slika. Od ukupne količine memorije treba oduzeti i unapred alociranu memoriju koja se koristi za prikazivanje slike na ekranu monitora [9]. 
Na kraju, zgodno bi bilo preporučiti korišćenje operatora na nivou bitova umesto množenja, deljenja i računanja ostatka pri deljenju (umesto 87 * 16, koristiti 87 << 4, umesto 45 % 16, koristiti 45 & 0x0Fh, i td.), gde god je to moguće, jer su na mašinskom nivou ove operacije i do 16 puta brže. 
5. PERFORMANSE

Svi testovi su vršeni na istom računaru, Intel Core2Quad Q6600, 8 GB DDR2, Nvidia 8800 GT 512 MB, sa istim parovima test slika. Grafička karta podržava funkcije predviđene CUDA 1.1 standardom, što znači da su podržane atomične operacije nad globalnom memorijom. Test slike su kvadratne (širina i visina su iste), a procesiranje se vrši uparivanjem po dve slike, pa je svaki piksel veličine 32 bita. Rezultati obrade na glavnom procesoru (CPU) su prikazani u tabeli 1, rezultati obrade na grafičkoj kartici (GPU) u tabeli 2, dok je ubrzanje predstavljeno tabelom 3.
	operacija
	2048
	4096
	8192

	rolling ball
	1515 ms
	6013 ms
	24195 ms

	segmentacija pomoću praga
	25 ms
	100 ms
	386 ms

	EDM transformacija
	188 ms
	749 ms
	3027 ms

	kreiranje histograma
	358 ms
	1357 ms
	5444 ms

	watershed kompletno
	459 ms
	1717 ms
	7133 ms

	ukupno
	2197 ms
	8619 ms
	34741 ms


tabela 1 - izmerene performanse, CPU
	operacija
	2048
	4096
	8192

	rolling ball
	240 ms
	554 ms
	1043 ms

	segmentacija pomoću praga
	1.4 ms
	5.5 ms
	21 ms

	EDM transformacija
	81 ms
	312 ms
	1218 ms

	kreiranje histograma
	13 ms
	49 ms
	201 ms

	watershed kompletno
	30 ms
	113 ms
	477 ms

	ukupno
	456 ms
	1360 ms
	4359 ms


tabela 2 - izmerene performanse, GPU
	operacija
	2048
	4096
	8192

	rolling ball
	6.3
	10.9
	23.2

	segmentacija pomoću praga
	17.9
	18.2
	18.3

	EDM transformacija
	2.3
	2.4
	2.5

	kreiranje histograma
	27.6
	27.7
	27.1

	watershed kompletno
	15.3
	15.2
	15.0

	ukupno
	4.8
	6.3
	8.0


tabela 3 - ubrzanje grafičkog u odnosu na glavni procesor
Iz tabela se vidi da ubrzanje raste sa povećanjem veličine slike koja se obrađuje, i to zbog povećanja ubrzanja kod Rolling Ball transformacije. Razlog leži u dodatnom sma-njenju konkurentnih upisa u memoriju, jer je veća razlika između indeksa blokova koji obrađuju susedne piksele (susedni blokovi ne pristupaju zajedničkim pikselima). Iako se od programera zahteva da progamira tako da redosled izvršavanja blokova ne sme da bude od važnosti, u praksi se oni najčešće izvršavaju redom, po zadatim indeksima.
6. ZAKLJUČAK

Implementacijom algoritama za obradu slike na CUDA platformi dobija se, u proseku, ubrzanje od 6.5 puta u odnosu na izvršavanje na glavnom procesoru. Prethodne paralelne implementacije, predviđene za rad na više računara u lokalnoj mreži, pored toga što su ograničene brzinom lokalne mreže, takođe su i ekonomski neisplativije. Arhitekturom CUDA platforme obezbeđena je kompatibilnost koda sa budućim verzijama platforme, kao i potpuno transparentno skaliranje nivoa paralelizacije. Može se očekivati da će se nivo paralelizacije (broj paralelnih procesora u sistemu) menjati po Murovom zakonu, što sa radnim taktovima više neće biti slučaj. Razlozi za ovo leže u konstantnom unapređivanju tehnoloških procesa u izradi integrisanih kola, što rezultuje manjim dimenzijama tranzistora, a samim tim i manjom potrošnjom. Ove dve činjenice direktno za posledicu imaju povećanje broja procesora na  jednom čipu. Takođe, količina raspoložive memorije će dostići veličinu operativne memorije (već sad postoje kartice sa 2 GB grafičke memorije), a ne zaboravimo i da je u jednom sistemu moguće imati i do četiri grafičke karte. Performanse ovakve implementacije će linearno rasti sa brojem procesora i količinom raspoložive memorije, tako da se uskoro i od računara opšte namene mogu očekivati performanse koje su svojstvene superkompjuterima. 
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sl. n. � SEQ sl._n. \* ARABIC �1� - slika dobijena sa elektronskog mikroskopa








sl. n. 2 - ćelije koje se preklapaju








sl. n. 3 - raspoređivanje niti unutar bloka








sl. n. 4 - deo slike nakon EDM transformacije
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