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PREDIKCIJA INTERNET SAOBRAĆAJA PRIMENOM NEURALNIH MREŽA
INTERNET TRAFFIC PREDICTION BY NEURAL NETWORK
Slobodan Čabarkapa, Nenad Kojić,  Visoka škola strukovnih studija za informacione i komunikacione tehnologije
Sadržaj - Internet predstavlja jedno od glavnih obeležja savremenog tehnološkog razvoja. Ovo naročito dolazi do izražaja u prenosu multimedijalnih sadržaja u realnom vremenu uz garanciju kvaliteta servisa. U tom smislu predikcija Internet saobraćaja ima ključnu ulogu u upravljanju, kontroli, dizajnu mreže i njenoj optimizaciji. Kako su neuralne mreže (NN) do sada pokazale dobre karakteristike za rad u uslovima koji nisu u potpunosti poznati, a kako uslovi u mreži imaju takve karakteristike, back-propagation NN će biti iskorišćena za kreiranje modela za predikciju elemenata internet saobraćaja koji odgovaraju parametrima vezanim za pristup web prezentaciji na udaljenom serveru.

Abstract - The Internet today is a widespread information infrastructure which has been represented as one of the most successful examples of the benefits of sustained investment and commitment to research and development of information infrastructure. That’s the main reason why the prediction of Internet traffic is very important in management, control and design networks and especially in their optimization. It is well known that neural networks have shown good performances and characteristics for traffic prediction and in this paper the back-propagation NN will be use for Internet traffic prediction base on data from remote Web server.

1. UVOD
Internet predstavlja jedno od glavnih obeležja savremenog tehnološkog razvoja. Veliki broj kako naučnih tako i komercijalnih proizvoda je namenjen ili direktnom povećanju kvaliteta ove globalne mreže ili na indirektan način pruža bolje tehničke mogućnosti krajnjim korisnicima, koji za cilj imaju potrebu za sve bržim i kvalitetnijim pristupom. Ovo naročito dolazi do izražaja u vremenu kada se nude veliki komercijalni servisi, multimedijalni sadržaji, real-time prenosi signala, interaktivne razmene audio i video signala, i slično [1-2]. 

Internet saobraćaj se skoro svake godine, počev od 1997, udvostuči a pretpostavlja se da će takav trend zadržati još neko vreme [3], [4]. Ovako veliki broj korisnika svakim danom očekuje sve veći kvalitet servisa što značajno komplikuje rad operaterima i tehničkim rešenjima vezanim za probleme hostovanja web prezentacija. Veliki broj radova razmatra načine poboljšanja kvaliteta i brzine pristupa pojedinim lokacijama gde je broj korisnika veliki, ili ima izrazito izražen broj poseta u nekom vremenskom intervalu. U tom smislu predikcija Internet saobraćaja ima ključnu ulogu u upravljanju, kontroli, dizajnu mreže i njenoj optimizaciji [5], [6], [7]. 

Aktuelnost ovog problema je značajnim delom garantovana zbog međusobne zavisnosti (self similar) [8] i nelinearne karakteristike ovog saobraćaja [9]. Sa aspekta dizajna mreže ovaj problem se može posmatrati kroz dva odvojena, i neprediviva segmenta: lokacija korisnika koji se u datom trenutku priključuje na mrežu (čime formalno menja njenu konfiguraciju) i dužinom trajanja konekcije (u smislu broja paketa koji zahtevaju rutiranje kroz mrežu). Kada se pored ovoga u obzir uzme i veličina globalne mreže, broj korisnika koji koristi usluge Inetrneta i minimalan kvalitet servisa koji se mora garantovati kod prenosa real-time servisa, bez obzira na uslove u mreži, problem predikcije saobraćaja iskazuje svoju kompleksnost. 

Na osnovu kvalitetne predikcije može se bolje proceniti kontrola i ubravljanje baferima [10], čime se višestruko povećava brzina u komunikaciji sa serverom i razmena podataka [3]. Sa druge strane dobijeni podaci mogu doprineti boljoj raspodeli saobraćaja u odnosu na ponuđeni propusni opseg medijuma sa aspekta optimizacije [11,12] i  garantovanja kvaliteta servisa za prenos video signala (Variable-Bite-Rate ) [13]. Sa aspekta mrežne infrastrukture predikcija saobraćaja direktno može imati udela u tehnici rutiranja ili odlukama za dodelu prioriteta pojedinim rutama.
S obzirom na problem nedovoljno definisanih početnih uslova, koji direktno utiču na predikciju saobraćaja i kvalitet servisa, kao kandidati za rešavanje ovog problema mogu poslužiti i neuralne mreže. Primena neuralnih mreža je pokazala da njihova rešenja mogu biti relativno brza, ali i precizna za uslove nepotpuno definisanog skupa ulaznih podataka [14]. Predikcija saobraćaja sa druge strane omogućava uvid u mrežne parametre koji potiču iz prethodnog perioda što dodatno omogućava neuralnim mrežama bolji rad. Naime raniji podaci se mreži daju kao obučavajući skup, i na taj način mreža se uči. Obučavanjem mreže na realnim podacima umnogome se povećava verovatnoća predikcije sledećeg podatka. Nakon prediktovane vrednosti x, i realne vrednosti y koja će za taj period biti realizovana, mreža koristi razliku y-x za svoju sopstvenu obuku dinamike stanja u mreži i parametar y kao element prethodnih stanja za predikciju novih. Na ovaj način mreža treba da obezbedi pouzdanost u radu i preciznost koja je, po prirodi stvari, sve bolja kako vreme, i broj podataka, postaje sve veći.

Ovakav dizajn mreže direktno odgovara back-propagation neuralnoj mreži, koja će se za svrhe predikcije Internet saobraćaja, sa fokusam na parametre web servera, biti razmatrani.

U ovom radu biće izložen model neuralne mreže i rezultati predikcije dobijeni na osnovu njega. Kao početni podaci koriste se realni podaci u tri različite kategorije koji odgovaraju istom periodu njihovog prikupljanja i web lokaciji sa koje su dobijeni: broj pogodaka na web stranicu (hits), broj posećenih stranica (pages) i broj poseta (visits). Ovo podaci obuhvataju period od 10 meseci na dnevnom nivou (januar – oktobar 2007.), dok se provera vrši na narednim podacima zaključno sa decembrom 2007. 

Rad je organizovan u pet poglavlja. U drugom poglavlju daće se pregled rada back-propagation neuralne mreže. U trećem će se izložiti model mreže prilagođen predikciji parametara vezanih za web sajt (www.metalokozmetika.com). Rezultati rada prikazani su u četvrtom dok je zaključak u petom poglavlju.

2. BACK PROPAGATION NN
Veštačke neuralne mreže razvijene su sa namerom da se fizičkim modelom zameni biološki nervni sistem. Parametri neuralne mreže se određuju u procesu obuke (neural network training), u  kojem  se  mreža  adaptira  prema  uzorku  sa  velikim  brojem   poznatih  vrednosti ulaznih i izlaznih veličina. Uzorci koji se koriste moraju biti određeni eksperimentom, odnosno merenjem ulaznih i izlaznih veličina. Algoritmom učenja menjamo parametre neuralne mreže kako bi se dobila  minimalna vrednost srednje kvadratne greške (minimizacija varijanse između eksperimentalnih vrednosti izlaznih veličina i  vrednosti određenih neuralnom  mrežom). Procesom učenja potrebno je odrediti strukturu neuralne mreže, broj neurona i težine veza. 
Najsloženiji zadatak je određivanje težinskih koeficijenata. To je problem nelinearnog optimizovanja sa velikim brojem promenljivih (parametri mreže). Sa neuronima u izlaznom sloju započinje se postupak izračunavanja grešaka i promena parametara, zatim se u povratnom smeru primenjuje i na unutrašnje neurone (error back propagation algorithm). Proces obuke se zaustavlja kada su razlike između realnih veličina i željenih izlaza statistički prihvatljive, odnosno kada su greške  slučajnog  karaktera. 
Višeslojne mreže su važna klasa neuranih mreža. Sadrže jedan ulazni sloj, jedan ili više skrivenih (hidden layers) i jedan izlazni sloj. Razlikuju se dva signala u ovim mrežama i to: Ulazni signal (function signal), koji propagira (forward) od neurona do neurona., od ulaza do izlaza, i signal greške (error signals), koji se vraća od izlaza do ulaza. Najpopularnija metoda koja se koristi za obuku višeslojnih mreža je error back-propagation algoritam koji se bazira na korekciji greške u postupku učenja. Pored osnovne veze između slojeva postoji i povratna sprega pomoću koje se utiče na promenu težinskih koeficijenata kako bi se dobio željeni odziv. Signal greške na izlazu j-tog neurona u n-toj iteraciji definisan je izrazom (2.1).
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Suma kvadratnih grešaka je:
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gde su u skup C uključeni svi neuroni koji se nalaze u izlaznom sloju.

Prosečna kvadratna greška predstavlja sumu kvadratnih grešaka normalizovanu sa brojem  neurona. U postupku učenja mreže prosečna kvadratna greška se minimizuje a njena vrednost oslikava kvalitet neuralne mreže. Na slici 1, prikazan je graf j-tog izlaznog neurona, gde je  yj(n) izlaz j-tog neurona i računa se prema formuli:
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Slika 1.  Graf j-tog izlaznog neurona
Korekcija težinskih koeficijenata Δwji(n),  proporcionalna je trenutnom gradijentu kao u (2.4):
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Gradijent se može predstaviti kao:


[image: image6.wmf])

(

)

(

)

(

)

(

)

(

)

(

)

(

)

(

n

w

n

v

n

v

n

y

n

y

n

n

w

n

ji

j

j

j

j

ji

¶

¶

¶

¶

¶

¶

=

¶

¶

x

x

              (2.5)
Gde su:
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Uvršćivanjem (2.6), (2.7) i (2.8) u (2.5) dobija se:
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Zamenom (2.6) u (2.4) dobija se:                    

[image: image11.wmf])

(

)

(

)

(

)

(

)

(

)

(

n

x

n

v

n

y

n

y

n

n

w

i

j

j

j

ji

ú

ú

û

ù

ê

ê

ë

é

¶

¶

¶

¶

-

=

D

x

h

              (2.10)
gde je η konstanta  koja određuje brzinu obuke     (learning-rate parameter). Znak minus uzima se da bi težinski koeficijenti konvergirali [14]. Polazeći od (2.10) dobija se:
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gde je
[image: image13.wmf])
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                     (2.12)
Na ovaj način se proračunavaju korekcije koeficijenata Δwji, u izlaznom sloju. Za r-ti skriveni sloj korekcije dobijamo na sledeći način [15]:
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gde je k broj neurona iz r+1-og sloja na čiji se ulaz dovodi signal yj(n), a m je broj neurona iz r-tog sloja koji su povezani sa k-tim neuronom iz r+1-og sloja. Na osnovu jednačine (2.13) i definicije lokalnog gradijenta sledi:
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Korišćenjem jednačina (2.7), (2.12) i (2.14) dobiju se:
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Korekcije koeficijenata Δwji(r)  u r-tom sloju zavise od koeficijenata iz r+1-og sloja. Zato se prvo izračunavaju korekcije Δwji(p)  primenom jednačine (2.11) gde je p izlazni sloj, potom korekcije Δwji(r) gde je r = p-1, p-2, p-3,…, 2, 1 primenom jednačine (2.17), pri čemu se δj(r) računa po formuli (2.16) (back-propagation od r+1-og sloja do r-tog sloja itd.).
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 Slika 2.  Struktura neuralne mreže.
Ceo postupak se ponavlja u h iteracija gde se u svakoj iteraciji izvrši ažuriranje težinskih koeficijenata koji konvergiraju, w(m+1) = w(m) + Δw(m), gde je m+1≤h.

3. MODEL NN ZA PREDIKCIJU INTERNET SAOBRAĆAJA

Struktura neuralne mreže koja se koristi za modelovanje unapred postavljenog zadatka je nepromenljiva i sastoji se od osam neurona u ulaznom sloju, tri skrivena sloja  (hidden layers) po dvadeset neurona  u svakom sloju i sa jednim neuronom u izlaznom sloju. 
Topologija korišćene neuralne mreže [16] je prikazana na slici 2. Neuralna mreža je realizovana u programskom paketu MATLAB.
Ulazi u neuralnu mrežu su osam uzastopnih vrednosti (broj pogodaka na web stranicu), a kao izlaz se uzima sledeća vrednost uzorka. U fazi učenja u jednom koraku se kao ulazi uzimaju  odabirci x[k-8], x[k-7], ..., x[k-1] (slika 3), a željena vrednost na izlazu je x[k]. Razlika dobijene (na izlazu NN) i željene vrednosti se koristi za korekciju težinskih koeficijenata.
Korekcija ima za cilj da smanji srednju kvadratnu grešku na izlazu. U sledećem koraku, odabirak x[k-8] je odbačen a kao ulazi se koriste x[k-7],..., x[k], tada je x[k+1] željena vrednost na izlazu. Broj koraka zavisi od veličine uzorka. 
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Slika 3.  Format podataka.
Wji(s) je vrednost težine veze između j-tog neurona iz S-tog sloja i i-tog neurona iz S-1-og sloja. U svakom koraku wji(s) se menja za vrednost Δwji(r), [16]:
a) Za neuron u izlaznom sloju, lokalni gradijent i korekcije težinskih koeficijenata  računaju se na sledeći način:  
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 (3.2)    
b) Za svaki neuron u skrivenom sloju (hidden layer 1, hidden layer 2, hidden layer 3) lokalni gradijent i korekcije težinskih koeficijenata dobijaju se primenom sledećih jednačina: 
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XJ(S) je izlaz iz j-tog neurona S-tog sloja, lc brzina obučavanja a 
[image: image26.wmf]J

 izlaz iz neuralne mreže.
4. REZULTATI
U ovom radu korišćen je model veštačke neuralne mreže generisan u programskom paketu Matlab. U toku izrade modela nisu korišćene ugrađene funkcije ovog paketa pa je kod lako prilagodljiv bilo kom drugom programskom jeziku. U toku simulacije korišćeni su sledeći parametri neuralne mreže: početni težinski koeficijenti wji(s) su slučajne vrednosti iz intervala [-1,1], početne korekcije koeficijenata Δwji(r) su nula,  a konstante lc= 0. i M= 0.05. 
Koeficijenat lc predstavlja brzinu učenja neuralne mreže i kao takav treba da ima malu vrednost zbog velike dinamike trening seta. Korišćeni broj iteracija je 1000.

Za obuku neuralne mreže koristi se normalizovani broj pogodaka na web stranicu (hits) na dnevnom nivou (250 dana).  Trening skup je prikazan  na slici 4.
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Slika 4. Trening skup

Nakon treninga, ceo skup je na slici 5. Najdinamičniji intervali  su od 200 do 270, i prikazani su na slici 6.a - 6.c.  
Svi rezultati su prikazani  grafički kako bi se bolje prikazala predikcija neuralne mreže na većem skupu podataka. Kao mera kvaliteta Q koriščen je odnos prve prediktovane vrednosti i realne vrednosti iz skupa ulaznih podataka. Nakon trening skupa od 250 podataka dobijen je:
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Srednja relativna greška na celom test skupu podataka je 23,11 %. Test skup sadrži broj pogodaka na web stranicu (hits), broj posećenih stranica i broj poseta na dnevnom nivou  za dodatni mesec koji nije korišćen za obuku neuralne mreže.
Ove vrednosti pokazuju da je ovakav model realno primenljiv u okolnostima kada je dinamika saobraćaja visoko izražena, i to kada se za ulazni skup koristi relativno mali broj podataka, koji su svakom web administratoru dostupni.

5. ZAKLJUČAK

U ovom radu prezentovan je način predikcije elemenata realnog internet saobraćaja pomoću neuralne mreže. Korišćena je back-propagation neuralna mreža a ulazni podaci su vezani za pristup web prezentaciji na udaljenom serveru. Kao početni parametri koriste se tri različite kategorije podataka koji odgovaraju istom periodu njihovog prikupljanja i web lokaciji sa koje su dobijeni: broj pogodaka ka web stranici (hits), broj posećenih stranica (pages) i broj poseta (visits). Na kraju rada rezultati su predstavljeni grafički i upoređeni sa pravim stanjem nakon posmatranog test perioda.
Na osnovu kvalitetne predikcije može se bolje proceniti kontrola i upravljanje baferima, čime se višestruko povećava brzina u komunikaciji sa serverom i razmena podataka.
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Slika 6. Testiranje NN na intervalu [200-270] za a) broj pogodaka na web stranicu, b) broj posećenih stranica  i c) broj poseta.
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Slika 5.  Testiranje NN na celom skupu podataka  a) broj pogodaka na web stranicu (hits),  b) broj posećenih stranica (pages), 
c) broj poseta (visits)
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